Математическое моделирование.

Математическая модель – «приближенное описание какого-либо класса явлений внешнего мира, выраженное с помощью математической символики.»(1)
Существуют несколько типов математических моделей:

1) Параметры объекта или явления известны заранее. На основе этих параметров строиться модель и изучается её поведение в различных условиях.

2) Параметры объекта или явления неизвестны. Но имеются наблюдения  его поведения. По наблюдениям строят модель и определяют параметры объекта или явления.

3) Управление. Строиться некоторая модель, которая по заданным параметрам управляет  чем-либо.

Этапы построения математической модели:

1. определение законов, по которым будут работать объекты модели;

2. исследование математической задачи;

3. проверка модели

4. анализ и модификация модели.
Логика работы нервных систем живого организма.

Каждая нейронная сеть в природе состоит из нейронов – клеток нервной ткани. Эта клетка – основной элемент нейронной сети т.к. он генерирует нервный импульс и передаёт его другим нейронам. Таким образом, возникает какая – либо реакция на внешние раздражители. Рассмотрим строение нейрона и принцип действия нейронной сети.

Нейрон, как и всякая клетка, состоит из ядра, мембраны,  цитоплазмы, аппарата Гольджи, эндоплазматической сети и т.д.  Т.к. для открытия и закрытия натриевых и калиевых каналов нужно много энергии, в клетках много митохондрий и лизосом. Из особенностей можно выделить то, что нейроны связаны между собой дендритами и аксонами. При этом аксон всего один. Аксон оканчивается разветвлениями  - терминалиями. На концах терминалиях находятся синапсы. Через них сигнал передаётся  из аксона к другой клетке.
Синапс состоит из большого количества митохондрий, и синаптических пузырьков с нейромедиаторами.   
Нервный импульс начинается с деполяризации – повышения мембранного потенциала. Она возникает посредством открытия натриевых каналов, впускающих ионы Na+ внутрь клетки. Открываться эти каналы либо при реакции на окружающую среду (в рецепторах), либо при воздействиях химических веществ нейромедиаторах (в синапсах). Если мембранный потенциал превышает определенное пороговое значение, возникает нервный импульс, передающейся по аксону к другим нейронам. После деполяризации, когда мембранный потенциал дойдет до определенного значения (+70мВ) натриевые каналы закрываются, открываются калиевые каналы, выпускающие ионы К+ из клетки, и мембранный потенциал уменьшается. Этот процесс называется реполяризация. Нейрон вновь готов возбудиться. Весь процесс занимает около 2 мс.
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Скачок мембранного потенциала передаётся по аксону, который, как и нейрон, имеет натриевые и калиевые каналы. Скачок мембранного потенциала передаётся волной от одного участка аксона к другому, вызывая открытие натриевых каналов и калиевых каналов (процессы те же, что и в нейроне).
Таким образом сигнал доходит до терминалей, на концах которых находятся синапсы. Сигнал, дойдя до синапсов, стимулирует образование синоптических пузырей, наполненных медиаторами. Медиаторы выходят в синоптические щели, доходят до каналов, стимулируя их открытие (возбуждающий синапс), или закрытие (тормозящий синапс). Один нейрон может образовать на терминалиях только один вид синапсов -  тормозящих или возбуждающих. Поэтому нейроны тоже можно классифицировать на тормозящие и возбуждающие.

Математический нейрон.

Математический нейрон – основной элемент искусственной нейронной сети. Он является моделью естественного нейрона. Математический нейрон состоит из двух частей: сумматора сигналов, передаточной функции. Связи между нейронами, по аналогии с  естественными нейронами, называют синапсами. Связи с положительным весом называются возбуждающими, а с отрицательным – тормозящими. Как и в природе, математический нейрон имеет несколько входов и всего один выход, который часто называют аксон. (рис.3)
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Сумматор работает следующем образом:

x=∑ wi xi+ w0 x0
Здесь xi и wi — соответственно сигналы на входах нейрона и веса входов. Возможные значения сигналов на входах нейрона всегда лежат в интервале [0,1], они могут быть либо дискретными (нуль или единица), либо аналоговыми. Дополнительный вход x0 и соответствующий ему вес используется для инициализации нейрона. Под инициализацией подразумевается формирование порога чувствительности нейрона. 

Передаточные функции могут быть разных видов в зависимости от поставленных задач перед нейронной сетью. Рассмотрим две из них, наиболее часто используемых и наиболее соответствующих биологическому аналогу: пороговую и линейную.

1. Линейная функция. 
Выходной сигнал нейрона линейно связен с суммой сигналов на его входе.

f(x)=k*x
При этом коэффициент k может быть любым, в зависимости от поставленных перед нейронной сетью задач.

2. Пороговая функция.

Представляет собой перепад. До тех пор пока сумма сигналов на входе нейрона не достигает некоторого уровня T — сигнал на выходе равен нулю. Как только сигнал на входе нейрона превышает указанный уровень — выходной сигнал скачкообразно изменяется на единицу. Самый первый представитель слоистых искусственных нейронных сетей — перцептрон состоял исключительно из нейронов такого типа. Математическая запись этой функции выглядит так:
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Искусственные нейронные сети.
Сам по себе один нейрон способен решать простые задачи: распознание простейших образов, на основании небольшого количества внешних данных сформировать реакцию (если рецепторы за нейроны не считать). Но т.к. выход у нейрона имеется только один, результатов может быть ограниченное количество (у нейрона с пороговой передаточной функцией только два). Поэтому, для решения более сложных задач, нейроны объединяют в сети. Искусственная нейронная сеть – математические или физические модели нейронных сетей, существующих в природе. В нейронной сети нейроны квалифицируют  на отдельные функциональные группы – слои. Разделяют 3 вида нейронов:

1. входные нейроны – принимают внешние раздражители от рецепторов или сами являются рецепторами. Они обычно не выполняют никаких вычислительных операций а просто передают сигнал к следующим нейронам, возможно ослабив или усилив его.
2. Промежуточные (ассоциативные) нейроны – обычно следующее звено после входных нейронов. Они выполняют основные вычисления в нейронной сети.
3. Выходные нейроны – последнее звено в нейронной сети. Они выводят результат вычисления нейронной сети. Могут в некоторых случаях сами производить расчёты.

Нейронные сети не программируются в привычном смысле этого слова, они обучаются. Обучение нейронной сети состоит в изменении коэффициентов связей между нейронами (изменение весов синапсов). В этом и состоит основное преимущество нейронных сетей. В зависимости от устройства, сети могут обучаться с учителем (человек сам изменяет веса связей между нейронами), либо без него. В мозге животного или человека происходит обучение без учителя, но для этого, во первых, должна быть связь с безусловными рефлексами, а во-вторых, действие и раздражитель нужно повторить несколько раз.
Элементарная искусственная сеть (элементарный перцептрон).

Элементарный перцептрон состоит из элементов 3-х типов: S-элементов, A-элементов и одного R-элемента. S-элементы — это слой сенсоров, или рецепторов. Их биологический  прототип – светочувствительные клетки глаза, хеморецепторы и пр. S-элементы могут быть только в двух состояниях: покой и возбуждение. В состоянии возбуждения рецептор может передавать единичный сигнал ассоциативным нейронам сети.

A-элементы называются ассоциативными, потому что каждому такому элементу, как правило, соответствует целый набор (ассоциация) S-элементов. Ассоциативный нейрон возбуждается, если сумма сигналов больше некоторой пороговой величины θ. Далее сигналы от А-нейронов передаются на R-нейрон. Там сигналы умножаются на веса А-R связей (wi) и суммируются. Если сумма больше некоторой величины θ, то R-нейрон передаёт сигнал «+1». В противном случаи он передаёт «-1».
Обучение перцептрона состоит в изменении весов A-R связей. Связи S-A и порог реагирования задаётся случайным образом и в дальнейшем не изменяется.

После обучения перцептрон готов работать в режиме распознавания или обобщения. В этом режиме перцептрону предъявляются не знакомые перцептрону объекты, и перцептрон должен установить, к какому классу они принадлежат. Работа перцептрона состоит в следующем: при предъявлении объекта возбудившиеся A-элементы передают сигнал R-элементу, равный сумме соответствующих коэффициентов wi. Если эта сумма положительна, то принимается решение, что данный объект принадлежит к первому классу, а если она отрицательна — то второму. 
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	· С – рецептор света

· Т – рецептор тепла

· Х – рецептор холода

· МНо – мотонейрон – опускатель

· МНп –мотонейрон –закрыватель

· ИН- интернейроны

· -( - возбуждающий синапс

· -٠ – тормозящий синапс
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Обучение многослойного персептрона
После того, как определено число слоев и число элементов в каждом из них, нужно найти значения для весов и порогов сети, которые бы минимизировали ошибку прогноза, выдаваемого сетью. Именно для этого служат алгоритмы обучения. С использованием собранных исторических данных веса и пороговые значения автоматически корректируются с целью минимизировать эту ошибку. По сути этот процесс представляет собой подгонку модели, которая реализуется сетью, к имеющимся обучающим данным. Ошибка для конкретной конфигурации сети определяется путем прогона через сеть всех имеющихся наблюдений и сравнения реально выдаваемых выходных значений с желаемыми (целевыми) значениями. Все такие разности суммируются в так называемую функцию ошибок, значение которой и есть ошибка сети. В качестве функции ошибок чаще всего берется сумма квадратов ошибок, т.е. когда все ошибки выходных элементов для всех наблюдений возводятся в квадрат и затем суммируются. При работе с пакетом ST Neural Networks пользователю выдается так называемая среднеквадратичная ошибка (RMS) - описанная выше величина нормируется на число наблюдений и переменных, после чего из нее извлекается квадратный корень - это очень хорошая мера ошибки, усредненная по всему обучающему множеству и по всем выходным элементам.

В традиционном моделировании (например, линейном моделировании)
 можно алгоритмически определить конфигурацию модели, дающую абсолютный минимум для указанной ошибки. Цена, которую приходится платить за более широкие (нелинейные) возможности моделирования с помощью нейронных сетей, состоит в том, что, корректируя сеть с целью минимизировать ошибку, мы никогда не можем быть уверены, что нельзя добиться еще меньшей ошибки.

В этих рассмотрениях оказывается очень полезным понятие поверхности ошибок. Каждому из весов и порогов сети (т.е. свободных параметров модели; их общее число обозначим через N) соответствует одно измерение в многомерном пространстве. N+1-е измерение соответствует ошибке сети. Для всевозможных сочетаний весов соответствующую ошибку сети можно изобразить точкой в N+1-мерном пространстве, и все такие точки образуют там некоторую поверхность - поверхность ошибок. Цель обучения нейронной сети состоит в том, чтобы найти на этой многомерной поверхности самую низкую точку.

В случае линейной модели с суммой квадратов в качестве функции ошибок эта поверхность ошибок будет представлять собой параболоид (квадрику) - гладкую поверхность, похожую на часть поверхности сферы, с единственным минимумом. В такой ситуации локализовать этот минимум достаточно просто.

В случае нейронной сети поверхность ошибок имеет гораздо более сложное строение и обладает рядом неприятных свойств, в частности, может иметь локальные минимумы (точки, самые низкие в некоторой своей окрестности, но лежащие выше глобального минимума), плоские участки, седловые точки и длинные узкие овраги.

Аналитическими средствами невозможно определить положение глобального минимума на поверхности ошибок, поэтому обучение нейронной сети по сути дела заключается в исследовании поверхности ошибок. Отталкиваясь от случайной начальной конфигурации весов и порогов (т.е. случайно взятой точки на поверхности ошибок), алгоритм обучения постепенно отыскивает глобальный минимум. Как правило, для этого вычисляется градиент (наклон) поверхности ошибок в данной точке, а затем эта информация используется для продвижения вниз по склону. В конце концов алгоритм останавливается в нижней точке, которая может оказаться всего лишь локальным минимумом (а если повезет - глобальным минимумом).
Алгоритм обратного распространения
Самый известный вариант алгоритма обучения нейронной сети - так называемый алгоритм обратного распространения (back propagation; см. Patterson, 1996; Haykin, 1994; Fausett, 1994). Существуют современные алгоритмы второго порядка, такие как метод сопряженных градиентов и метод Левенберга-Маркара (Bishop, 1995; Shepherd, 1997) (оба они реализованы в пакете ST Neural Networks
), которые на многих задачах работают существенно быстрее (иногда на порядок). Алгоритм обратного распространения наиболее прост для понимания, а в некоторых случаях он имеет определенные преимущества. Сейчас мы опишем его, а более продвинутые алгоритмы рассмотрим позже. Разработаны также эвристические модификации этого алгоритма, хорошо работающие для определенных классов задач, - быстрое распространение (Fahlman, 1988) и Дельта-дельта с чертой (Jacobs, 1988) - оба они также реализованы в пакете ST Neural Networks.

В алгоритме обратного распространения вычисляется вектор градиента поверхности ошибок. Этот вектор указывает направление кратчайшего спуска по поверхности из данной точки, поэтому если мы "немного" продвинемся по нему, ошибка уменьшится. Последовательность таких шагов (замедляющаяся по мере приближения к дну) в конце концов приведет к минимуму того или иного типа. Определенную трудность здесь представляет вопрос о том, какую нужно брать длину шагов.

При большой длине шага сходимость будет более быстрой, но имеется опасность перепрыгнуть через решение или (если поверхность ошибок имеет особо вычурную форму) уйти в неправильном направлении. Классическим примером такого явления при обучении нейронной сети является ситуация, когда алгоритм очень медленно продвигается по узкому оврагу с крутыми склонами, прыгая с одной его стороны на другую. Напротив, при маленьком шаге, вероятно, будет схвачено верное направление, однако при этом потребуется очень много итераций. На практике величина шага берется пропорциональной крутизне склона (так что алгоритм замедляет ход вблизи минимума) с некоторой константой, которая называется скоростью обучения. Правильный выбор скорости обучения зависит от конкретной задачи и обычно осуществляется опытным путем; эта константа может также зависеть от времени, уменьшаясь по мере продвижения алгоритма.

Обычно этот алгоритм видоизменяется таким образом, чтобы включать слагаемое импульса (или инерции). Этот член способствует продвижению в фиксированном направлении, поэтому если было сделано несколько шагов в одном и том же направлении, то алгоритм "увеличивает скорость", что (иногда) позволяет избежать локального минимума, а также быстрее проходить плоские участки.

Таким образом, алгоритм действует итеративно, и его шаги принято называть эпохами. На каждой эпохе на вход сети поочередно подаются все обучающие наблюдения, выходные значения сети сравниваются с целевыми значениями и вычисляется ошибка. Значение ошибки, а также градиента поверхности ошибок используется для корректировки весов, после чего все действия повторяются
. Начальная конфигурация сети выбирается случайным образом, и процесс обучения прекращается либо когда пройдено определенное количество эпох, либо когда ошибка достигнет некоторого определенного уровня малости, либо когда ошибка перестанет уменьшаться (пользователь может сам выбрать нужное условие остановки).

Сеть Кохонена
Кохонена сети. Нейронные сети, основанные на воспроизведении топологических свойств человеческого мозга. 
При управляемом обучении наблюдения, составляющие обучающие данные, вместе с входными переменными содержат также и соответствующие им выходные значения, и сеть должна восстановить отображение, переводящее первые во вторые. В случае же неуправляемого обучения обучающие данные содержат только значения входных переменных.

На первый взгляд это может показаться странным. Как сеть сможет чему-то научиться, не имея выходных значений? Ответ заключается в том, что сеть Кохонена учится понимать саму структуру данных.

Одно из возможных применений таких сетей - разведочный анализ данных. Сеть Кохонена может распознавать кластеры в данных, а также устанавливать близость классов. Таким образом пользователь может улучшить свое понимание структуры данных, чтобы затем уточнить нейросетевую модель. Если в данных распознаны классы, то их можно обозначить, после чего сеть сможет решать задачи классификации. Сети Кохонена можно использовать и в тех задачах классификации, где классы уже заданы, - тогда преимущество будет в том, что сеть сможет выявить сходство между различными классами.

Другая возможная область применения - обнаружение новых явлений. Сеть Кохонена распознает кластеры в обучающих данных и относит все данные к тем или иным кластерам. Если после этого сеть встретится с набором данных, непохожим ни на один из известных образцов, то она не сможет классифицировать такой набор и тем самым выявит его новизну.

Сеть Кохонена имеет всего два слоя: входной и выходной, составленный из радиальных элементов (выходной слой называют также слоем топологической карты). Элементы топологической карты располагаются в некотором пространстве - как правило двумерном 

Обучается сеть Кохонена методом последовательных приближений. Начиная со случайным образом выбранного исходного расположения центров, алгоритм постепенно улучшает его так, чтобы улавливать кластеризацию обучающих данных. 
Помимо того, что уже сказано, в результате итеративной процедуры обучения сеть организуется таким образом, что элементы, соответствующие центрам, расположенным близко друг от друга в пространстве входов, будут располагаться близко друг от друга и на топологической карте. Топологический слой сети можно представлять себе как двумерную решетку, которую нужно так отобразить в N-мерное пространство входов, чтобы по возможности сохранить исходную структуру данных. Конечно же, при любой попытке представить N-мерное пространство на плоскости будут потеряны многие детали; однако, такой прием иногда полезен, так как он позволяет пользователю визуализировать данные, которые никаким иным способом понять невозможно.

Основной итерационный алгоритм Кохонена последовательно проходит одну за другой ряд эпох, при этом на каждой эпохе он обрабатывает каждый из обучающих примеров, и затем применяет следующий алгоритм: 

· Выбрать выигравший нейрон (то есть тот, который расположен ближе всего к входному примеру); 

· Скорректировать выигравший нейрон так, чтобы он стал более похож на этот входной пример (взяв взвешенную сумму прежнего центра нейрона и обучающего примера). 

В алгоритме при вычислении взвешенной суммы используется постепенно убывающий коэффициент скорости обучения, с тем чтобы на каждой новой эпохе коррекция становилась все более тонкой. В результате положение центра установится в некоторой позиции, которая удовлетворительным образом представляет те наблюдения, для которых данный нейрон оказался выигравшим.

Свойство топологической упорядоченности достигается в алгоритме с помощью дополнительного использования понятия окрестности. Окрестность - это несколько нейронов, окружающих выигравший нейрон. Подобно скорости обучения, размер окрестности убывает со временем, так что вначале к ней принадлежит довольно большое число нейронов (возможно, почти вся топологическая карта); на самых последних этапах окрестность становится нулевой (т.е. состоящей только из самого выигравшего нейрона). На самом деле в алгоритме Кохонена корректировка применяется не только к выигравшему нейрону, но и ко всем нейронам из его текущей окрестности.

Результатом такого изменения окрестностей является то, что изначально довольно большие участки сети "перетягиваются" - и притом заметно - в сторону обучающих примеров. Сеть формирует грубую структуру топологического порядка, при которой похожие наблюдения активируют группы близко лежащих нейронов на топологической карте. С каждой новой эпохой скорость обучения и размер окрестности уменьшаются, тем самым внутри участков карты выявляются все более тонкие различия, что в конце концов приводит к тонкой настройке каждого нейрона. Часто обучение умышленно разбивают на две фазы: более короткую, с большой скоростью обучения и большими окрестностями, и более длинную с малой скоростью обучения и нулевыми или почти нулевыми окрестностями.

После того, как сеть обучена распознаванию структуры данных, ее можно использовать как средство визуализации при анализе данных. С помощью данных, выводимых в окне Частоты выигрышей - Win Frequencies , (где для каждого нейрона подсчитывается, сколько раз он выигрывал при обработке обучающих примеров), можно определить, разбивается ли карта на отдельные кластеры. Можно также обрабатывать отдельные наблюдения и смотреть, как при этом меняется топологическая карта, - это позволяет понять, имеют ли кластеры какой-то содержательный смысл (как правило при этом приходится возвращаться к содержательному смыслу задачи, чтобы установить, как соотносятся друг с другом кластеры наблюдений). После того, как кластеры выявлены, нейроны топологической карты помечаются содержательными по смыслу метками (в некоторых случаях помечены могут быть и отдельные наблюдения). После того, как топологическая карта в описанном здесь виде построена, на вход сети можно подавать новые наблюдения. Если выигравший при этом нейрон был ранее помечен именем класса, то сеть осуществляет классификацию. В противном случае считается, что сеть не приняла никакого решения.

При решении задач классификации в сетях Кохонена используется так называемый порог доступа. Ввиду того, что в такой сети уровень активации нейрона есть расстояние от него до входного примера, порог доступа играет роль максимального расстояния, на котором происходит распознавание. Если уровень активации выигравшего нейрона превышает это пороговое значение, то сеть считается не принявшей никакого решения. Поэтому, когда все нейроны помечены, а пороги установлены на нужном уровне, сеть Кохонена может служить как детектор новых явлений (она сообщает о непринятии решения только в том случае, если поданный ей на вход случай значительно отличается от всех радиальных элементов).

Идея сети Кохонена возникла по аналогии с некоторыми известными свойствами человеческого мозга. Кора головного мозга представляет собой большой плоский лист (площадью около 0.5 кв.м.; чтобы поместиться в черепе, она свернута складками) с известными топологическими свойствами (например, участок, ответственный за кисть руки, примыкает к участку, ответственному за движения всей руки, и таким образом все изображение человеческого тела непрерывно отображается на эту двумерную поверхность). 

	В начало 


6. Применение нейронных сетей.
Распознавание образов и классификация.
Эту задачу может решать самые простые нейронные сети и даже отдельный нейрон. При этом распознаваться могут разные по природе объекты: изображения, символы, звуки и т.д. Обучают сети, занимающиеся распознаванием и классификацией, следующим образом: сети показывают образцы, и класс, к которому они принадлежат (в сущности это образец выступает как набор признаков). Этих признаков нужно ровно столько, чтобы сеть могла однозначно определять класс. После обучения сети показывают неизвестные ей образы и сеть определяет, к какому классу они принадлежат. 
При разработке такой сети нужно учесть, что количество определяемых классов должно быть равно количеству выходных нейронов. Если нейронная сеть определила класс образа, то на одном из выходных нейронов, соответствующем данному классу, появится сигнал. Если будет два сигнала, то считается, что нейронная сеть «не уверена» в своём ответе.

Принятие решений и управление.
 Эта задача аналогична классификации. На вход сети подают состояние какой либо системы или объекта, а на выходе – решение, которое приняла сеть. Так же на вход такой сети могут подаваться сигналы выходных нейронов других сетей, выполняющих задачи, например, по классификации или прогнозированию. Устройство такой сети аналогично той, что используется распознавании образов. 
Прогнозирование. 

Нейронные сети способны обобщать и находить скрытые зависимости между входными и выходными сигналами. На этом основано использование нейронных сетей для прогнозирования. После обучения такая сеть может предсказать  на основе предыдущих данных поведение числовых последовательностей. Но при этом предыдущие данные могут влиять на будущие значения. Например, с помощью таких нейронных сетей возможно предсказывать на неделю котировки валют (нейронные сети уже активно используются в этой области). Но предсказать, какое число выпадет завтра в казино на основе данных за последнюю неделю, практически невозможно.
Ассоциативная память.
Способность нейронных сетей позволяет сжать большие объемы похожей информации. На этой же способности нейронных сетей основано их применение в восстановлении всего сигнала из его отдельных кусочков, которые могли, например, не дойти до адресата. 

7.Вывод.
Исследование природных нейронных сетей и их моделей в последнее время активно развиваются. Ученые пытаются смоделировать простые нейронные сети червей, или подключают естественные нейронные сети к механизмам. Однако современная наука не может до конца передать всю сложность поведения даже очень простых сетей, существующих в природе.

В этом реферате я дал общие принципы построения нейронных сетей. Тема мне показалась интересной, и, скорее всего, я буду продолжать её в будущем году в виде проекта или реферата.
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�Не пиши то, о чем мало знаешь. Что такое линейное моделирование?


�Причем здесь этот пакет?


�Можно пока не говорить о слишком сложном


�Здесь очень не хватает формулы.
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